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Résumé

Les séries temporelles sont abondamment employées dans
des domaines trés variés. De nombreux chercheurs se sont
intéressés a caractériser et a prédire des séries tempo-
relles régulieres, c’est-a-dire dont les valeurs sont me-
surées a intervalles temporels réguliers. Nous proposons
de considérer la grille de programme d’une chaine de
télévision comme une série temporelle dont les dates sont
les heures de début d’un programme et les valeurs en sont
le genre. Une prédiction d’une telle série temporelle nous
permet a la fois de connaitre la succession des genres
d’émissions mais aussi d’estimer I’heure de début d’un
programme afin de rechercher localement dans le signal
la rupture avec I’émission précédente. Nous présentons
dans cet article un moyen de prédire une telle série tempo-
relle compte tenu d’une difficulté jamais rencontrée dans la
littérature : la prédiction & la fois de la date et de la valeur
de la prochaine observation de la série temporelle.

Mots clefs

Série temporelle, prédiction, grille de programmes, arbre
de régression, modéle de Markov, structuration automa-
tique de flux audiovisuel.

1 Introduction

La plupart des chaines de télévision diffusent a présent
leurs programmes en continu. La conservation de leurs
diffusions, présentant autant d’intéréts sociologiques
qu’éducatifs ou méme ludiques, n’est plus un probléme sur
le plan technique grace aux codts abordables de leur capta-
tion et de leur sauvegarde. La difficulté réelle, a laquelle
est confronté I’Institut National de I’Audiovisuel, réside

dans la mise a diposition de ces archives dont la vitesse
de croissance ne fait qu’augmenter avec la multiplication
des chaines et des moyens de diffusion. En effet, les flux
télévisuels nécessitent d’étre décrits afin de permettre une
recherche ultérieure. Afin d’accomplir une telle tache, il est
souhaitable de décomposer ces flux en plus petites unités.
L’unité de la programmation d’une chaine de télévision
étant I’émission, nous nous proposons de décomposer auto-
matiquement un flux télévisuel en émissions afin que cha-
cune d’elles soit documentée.

Si les chercheurs en indexation automatique se penchent
activement sur des probléemes tels que la reconnaissance
des types d’émissions, la structuration et le résumé auto-
matiques de vidéos[1], ils ne se sont que peu intéressés,
a notre connaissance, a la structuration de flux. Pourtant,
les grilles prévisionnelles publiées chaque semaines dans
les magazines ou par voie électronique (EPG) représentent
une source importante d’information sur le flux et les pro-
grammes qui le composent. En effet, les programmes men-
tionnés dans ces grilles prévisonnelles sont typés, résumés
et la plupart du temps annotés. Idéalement, la structuration
d’un flux consisterait & I’aligner sur la grille prévisionnelle.
Malheureusement, une grille prévisionnelle est incompléte
puisque que les émissions courtes (météo, traffic routier,
magazines courts sur la vie quotidienne...) n’y figurent pas.
Notre approche consiste a augmenter statistiquement la
complétude des grilles de programmes prévisionnelles. Ce-
pendant, dans ce papier, nous nous intéressons a un modele
de prédiction du contenu d’un flux, indépendament de sa
grille prévisionnelle. Pour cela, nous considérons la grille
de programmes d’une chaine comme une série temporelle
dont chaque temps serait la date de diffusion (i.e. le jour



de la semaine et I’heure de diffusion) et chaque valeur se-
rait un type de programmes. Compte tenu du fait que les
programmes ont des durées différentes, I’espacement tem-
porel entre deux valeurs ne sera pas régulier. La difficulté
de I’approche consiste donc & la prédiction d’une série tem-
porelle irréguliére pour laquelle il faut prédire a la fois les
dates et les valeurs.

Nous nous proposons d’estimer un intervalle de durées
pour chaque émission, a I’aide d’un arbre de décision, afin
de prédire la date de la prochaine valeur, et d’utiliser un
modele Markovien contextualisé afin de prédire les valeurs.
Nous exposerons a la fin les résultats que nous avons obte-
nus.

2 Séries temporelles

Définition 1 (Série temporelle) On appelle série tempo-
relle la suite d’observations (o4, t € T) d’une variable O a
difféerentes dates t.

Remarque 1 Dans cet article, nous qualifions de
réguliéres les séries temporelles dont les différentes dates
sont réguliérement espacées, et d’irréguliéres celles qui
n’ont pas un taux d’échantillonage constant.

Les séries temporelles régulieres sont extrémement
étudiées en économétrie[2], en astronomie[3] et dans bien
d’autres domaines[4]. Beaucoup d’outils permettent de ca-
ractériser leurs évolutions et de prédire des valeurs en fonc-
tion de I’historique de la série temporelle. Ces différentes
communautés ne se sont que tres peu intéressées aux séries
temporelles irréguliéres. Pourtant, la prise en compte de
telles séries permettrait d’étudier des données dont la col-
lecte est événementielle. [5] propose des modéles statis-
tiques pour étudier des séries temporelles irréguliéres a va-
leurs continues en se préoccupant de leur caractere station-
naire. Puisque I’hypothése de travail de I’auteur est la pos-
sibilité de décomposer la série en une fonction déterministe
et un bruit aléatoire, ces modéles ne peuvent pas étre uti-
lisés dans notre travail. En effet, nos séries temporelles
vont représenter des grilles de programmes de chaines
de télévision. Les valeurs seront donc symboliques puis-
qu’elles représenteront les différents types d’émissions. La
difficulté de la prédiction de telles séries réside dans le fait
qu’il faut prédire d’une part la date de la prochaine obser-
vation, et d’autre part sa valeur.

Compte-tenu de la difficulté de la prédiction de la date
d’un programme, nous faisons I’hypothése que la date
d’initialisation du systéme ¢ coincide avec le début d’une
émission. Les autres dates ¢;,1 de la série temporelle se-
ront calculées a partir de ¢; en y ajoutant la durée de
I’émission. Nous présentons dans les sections suivantes la
modélisation d’une série temporelle irréguliére sans perdre
de vue que notre but est I’application a la structuration des
flux.

3 Prédiction des valeurs par un
modeéle de Markov

Dans cette section, nous nous intéressons a la modélisation
d’une série temporelle par un modéle de Markov interve-
nant dans la prédiction des valeurs.

3.1 Modéles semi-Markovien contextuels

Lorsqu’il s’agit de prédire les valeurs d’une série tempo-
relle, il est nécessaire de choisir un modéle statistique qui
permettra de calculer une valeur en fonction de I’histo-
rique des observations. Certains auteurs se sont intéressés
aux réseaux de neurones[6], aux SVM (machines a vec-
teurs supports)[7] ou encore aux modéles de Markov[8].
Notre choix s’est porté sur ces derniers qui sont trés utilisés
pour représenter des processus stochastiques séquentiels,
malgré leur inadaptation a la prise en compte de durées. De
plus, nous allons utiliser ce modele non pas pour estimer
la probabilité d’une séquence d’observations mais plutot
pour obtenir de lui les séquences les plus probables que
nous considérons comme des prédictions. Nous avons di
introduire une extension des modéles de Markov afin de
limiter les possibilités de transition d’un état & I’autre et
éviter d’avoir trop de séquences d’observations possibles
mais improbables. Pour cela, nous avons contextualisé les
transitions entre états.

Définition 2 (Contexte) Un contexte 6 est un ensemble de
variables x4, ..., z,, & valeurs respectivement dans les do-
maines discrets ou continus { D, ..., D, }. Une instance 6;
de ce contexte correspond a I’affectation d’une valeur a
chacune de ses variables :

Vie{l,..,n}, z; =v; avec v; € D;.

Dans cet article, nous appellerons contexte I’instance d’un
contexte sans perte de généralité.

Exemple 1 Dans notre cas, un contexte 6 représentera
le contexte de diffusion, avec une variable Heure qui
représentera I’heure de diffusion par un entier entre 0 et
86399, et une variable Jour qui représentera le jour de la
semaine par un entier entre O et 6.

0 = {Heure, Jour}
et Digeure = {0, ...,86399}, D jour = {0, ..., T}

Définition 3 (Fonction d’évolution) Soit © I’ensemble de
toutes les instances possibles d’un contexte 6. On appelle
fonction d’évolution la fonction F définie par :

F:0xDp x..xD, — 0
0i,P1, -1 Pn —>97:+1

ou D, est le domaine de valeurs du paramétre extérieur
yZ8



Exemple 2 En reprenant I’exemple 1, nous pouvons
définir F comme étant la fonction qui a 6;, qui représente
le début de I’émission en cours, ajoute sa durée pour obte-
nir 6;1. Soit D I’ensemble des durées possibles, et L une
durée particuliére. Alors dans notre exemple, F peut étre
définie par :

F:0xD—0
Heure =h | _ [ Heure= (L+ H) mod 86400
Jour = j Jour = (j + | & |) mod 7

Définition 4 (Modéles semi-Markoviens contextuels) Un

modéle semi-Markovien contextuel est totalement défini

par le n-uplet < S, %, O, F, g, Ag, By >, 0U :

— Sest un espace d’états de cardinalité n et s; représente
le ¢ état de la séquence d’états,

— X est un alphabet de cardinalité m et ¢; représente le j¢
symbole de I’observation,

— O est I’ensemble des instances du contexte 6,

— F, est une fonction d’évolution des instances du contexte
0,

— g est un vecteur stochastique paramétré dont la i€ co-
ordonnée correspond a la probabilité que la séquence
d’état débute par I’état i :

VoeO,> m(0) =1
=1

m; est une fonction de 6 qui représente la distribution
initiale dans le contexte 6 :

Vi€ {1,...n},m(61) = P(s1 = il0y),

— A est une matrice stochastique nxn ol a;; représente
la probabilité que I’état i soit suivit par I’état j dans la
séquence d’état et ot chaque a;; est une fonction de 6 :

Vo€ O,Vie{l,...n},> ai(0) =1

j=1
Vk,t € N,Vi,j € {1,....,n},

aij(0r) = P(st41 = jlst, 0k),

— B est une matrice stochastique nxm ou b;; représente la
probabilité d’observer le symbole k lorsque I’on est sur
I’état i :

VO €O, Vie{l,..n}, > bu(0) =1
k=1

Vk,t e NVie {1,...,n},Vj e {1,....,m}
bij(0) = P(et+1 = jlst, Ok).

|

Afin de conserver la facilité d’expression d’une probabi-
lité d’avoir une certaine séquence d’observations, il est
nécessaire d’exprimer I’hypothése de Markov contextuel-
lement. Soit T la longueur d’une séquence d’observations :

P(St|st—17917 "'791‘,) "'aHT) = P(St|8t—1;9t)

P(St, €,L,|817 ceey St—19€1y 0oy €41, (917 coey ef) = P(St, €t|3t7 9,‘)
Autrement dit, les calculs des probabilités de transition et
d’émission ne se font que par rapport au contexte courant et
a I’état sur lequel on se trouve. Aucun historique des états
ou des contextes n’intervient dans les calculs.

Avec ce modéle, nous allons représenter une grille de pro-
grammes en associant chaque état a un type d’émission.
Mais au lieu de considérer un ensemble de symboles, nous
allons utiliser un ensemble continu de valeurs entiéres afin
de représenter les durées des programmes. Nous verrons
dans la section suivante comment obtenir les probabilités
des durées des émissions.

Il faut & présent entrainer le modeéle afin d’en estimer les
parameétres.

3.2 Estimation des paramétres du modéle

Intuitivement, il est aisé de voir que la prise en compte d’un
contexte et de durées dans le modéle de Markov va aug-
menter le colt de I’apprentissage. Dans notre application
a la structuration des flux et avec le contexte et la fonc-
tion d’évolution que nous avons choisis, I’estimation des
paramétres du modele semi-Markovien contextuel va donc
dépendre fortement de la prédiction des dates de la série
temporelle. En effet la fonction d’évolution F nécessite de
connaitre la durée entre deux évenements, ¢’est-a-dire dans
notre cas la durée de I’émission. Nous proposons dans la
section suivante une méthode de prédiction des durées.

En supposant le probléme des durées résolu, I’estimation
des paramétres de notre modeéle revient a I’estimation des
paramétres d’une chaine de Markov, en calculant pour un
contexte donné les fréquences d’occurences pour chaque
type, puis chaque transition.

L’algorithme parcourt I’ensemble des exemples contenus
dans la base. Pour chaque exemple, I’heure de début est es-
timée en fonction de I’heure de début réelle et de la durée
du programme précédent. Et pour toutes les durées pos-
sibles de I’exemple en cours, on calcule les probabilités de
transition.

Pour donner un ordre de grandeur du codt de I’appren-
tissage, nous pouvons chiffrer a 604800 le nombre de
contextes possibles dans © et a 38 le nombre de genres
d’émissions que nous considérons.

A ce stade, les valeurs de la matrice B du modele semi-
Markovien contextuel n’ont pas besoin d’étre évaluées.
L’outil de régression des durées que nous allons utiliser
devra étre en mesure de nous fournir la probabilité de ces
durées.



4 Prédiction des dates et estimation
des probabilités

Afin que notre représentation des grilles de programmes
par notre extension des modéles markoviens soit va-
lide, il est nécessaire pour un type d’émission donné de
pouvoir estimer la probabilité d’une durée prédite. Plus
généralement, pour pouvoir prédire une série temporelle
irréguliére, nous avons besoin de prédire la durée entre
deux événements déclenchant un relevé des données.

4.1 Arbre de régression pour la prédiction
des durées

Nous avons vu que la difficulté de prédire une série tem-
porelle irréguliére dont la collecte des valeurs repose sur
le déclenchement d’un événement est un probléme diffi-
cile qui demande la prévision de I’intervalle entre deux
événements. Dans le cas de la représentation des grilles
de programmes, I’événement est le début d’une nouvelle
émission et il faut donc &tre en mesure de prédire la
durée d’une émission. Contrairement & ce que nous pen-
sions au début des travaux, méme si deux émissions ap-
partiennent a la méme collection, leurs durées peuvent étre
trés différentes. Par exemple, le magazine Tout le monde
en parle sur France 2 peut durer entre une heure et demi et
trois heures.

Il existe différentes méthodes de régression mais nous
avons opté pour une méthode symbolique tirée des arbres
de décision. Ces derniers sont des classifieurs dont I’en-
trainement supervisé se fait sur des classes symboliques.
Quinlan dans [9] propose de remplacer ces classes symbo-
liques par des classes continues. On parle alors d’arbres
de régression. Comme dans la plupart des méthodes de
régression, on suppose qu’il existe une seule variable de
sortie, celle a approcher, et plusieurs variables d’entrées.
L’avantage des arbres de décision ou de régression est que
I’ensemble des variables d’entrées peut comporter aussi
bien des variables continues que des variables symbo-
liques.

Un arbre est construit récursivement par partition de I’en-
semble d’apprentissage. Au début, tous les exemples sont
dans un méme ensemble. Le systéme va tenter de parti-
tionner cet ensemble en fonction des valeurs des variables
d’entrée. En fonction d’un certain critére, un test est choisi
et le systéme réitére le processus sur chacune des parti-
tions obtenues. Dans le cas d’un arbre de décision, lorsque
les données d’une partition ont atteint I’enthropie désirée,
le noeud est transformé en noeud terminal, appelé feuille.
Tout nouveau cas présenté a I’arbre et arrivant sur cette
feuille sera attribué a la classe dominante dans la partition
associée a la feuille. Dans le cas d’un arbre de régression,
il s’agira de la moyenne et de I’écart-type des individus
présents dans la partition. Parfois méme, une fonction est
rattachée a la feuille pour régresser linéairement locale-
ment la variable d’entrée.

Afin d’adapter cet apprentissage symbolique a nos be-

soins, nous avons remplacé I’écart-type par la valeur mini-
mum et maximum des durées ; cela nous permet d’obtenir
une fenétre temporelle dans laquelle on peut s’attendre a
I’événement suivant. En effet, si notre fenétre temporelle
devait étre formée par la moyenne plus ou moins I’écart-
type, elle ne couvrirait pas tous les cas de I’ensemble d’ap-
prentissage. De ce fait, le critére proposé par Quinlan dans
[9] a été remplacé par :

AFError = max(T) — min(T)

-3, @“ (max(T;) — min(73))

ou T représente I’ensemble a partitionner et 7'; une de ses
partitions.

Les tests que nous avons effectués montrent que la va-
riable d’entrée la plus importante est le genre de pro-
gramme. Nous for¢ons donc I’apprentissage & commencer
par cet attribut. Les autres tests effectués sur les données
concernent I’heure de début, le jour de la semaine, ainsi
que le genre du programme précédent. Nous nous sommes
en effet apercus que ce dernier était un bon moyen de
réduire les problémes causés par les retards de diffusion.
Par exemple, considérons la suite consistituée d’un ma-
gazine court, d’une météo et d’un magazine long. Si le
premier magazine commence trop tot, il faut éviter que le
deuxiéme soit considéré comme un magazine court au lieu
d’un long.

Il arrive parfois que les arbres de décision ou de régression
souffrent d’un sur-apprentissage. Dans ce cas |3, les classes
ou les valeurs de I’ensemble d’apprentissage sont parfai-
tement prédites, mais le taux d’erreur sur de nouveaux
exemples est élevé. La plupart du temps, I’arbre est élagué,
ce qui nécessite un ensemble de test. Comme nous n’avons
pas suffisamment d’exemples, compte tenu de la diversité
des durées, nous avons préféré introduire deux parameétres
p et \. p est la distance minimale entre la durée maximum
et la durée minimum en-dessous de laquelle la partition de
I’ensemble de données doit s’arréter. Le paramétre A, lui,
impose une distance minimum entre la durée minimale et la
durée maximale. Il est trés important de faire la distinction
entre les deux paramétres. Les sous-ensembles sont parti-
tionnés tant que I’amplitude des valeurs est supérieur a p.
Mais il se peut qu’un test crée un sous-ensemble avec une
durée minimale trés proche de la durée maximale. Alors on
force la distance entre les deux a étre égale a \.

4.2 Estimation des probabilités par une
gaussienne asymeétrique

Nous sommes a présent en mesure de prédire des durées
avec un arbre qui nous fournit une durée moyenne, une
durée minimale et une durée maximale.
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Figure 1 — Distribution des valeurs pour une feuille de
I’arbre représentant la météo.

La figure 1 nous montre un exemple de la répartition
des durées dans I’ensemble correspondant a la feuille
représentant les bulletins météos. Nous faisons donc I’hy-
pothése que les distributions peuvent étre approchées par
une gaussienne asymétrique comme celle proposée dans
[10]. La probabilité d’une durée d € D peut étre donnée
par :

(d—p)?
9 1 e 22 sid>p
A(d, p, 02, 1) = ———
(d, p, 0%, 7) V2ro(r+1) | ¢~ %25 sinon

Dans cette expression, . représente la valeur moyenne des
durées retournée par la feuille de I’arbre de régression, o
est égale a la valeur absolue de la différence entre la va-
leur moyenne et la valeur maximale est r est donné par la

relation :
1 — valeur minimale

r= - .
@ — valeur maximale

Figure 2 — La distribution gaussienne asymétrique selon
[10].

5 Expérimentations

Nous avons procédé a un apprentissage de I’arbre de
décision, puis du modéle markovien en utilisant les grilles
de programmes de 2003 et 2004 de France 2, dont I’Insti-
tut Nationnal de I’ Audiovisuel est en possession. La base

de données n’a pas été filtrée. Par exemple, nous n’avons
pas distingué les vacances scolaires ou I’été de la période
normale. Nous n’avons retiré de la base que des problémes
techniques, en laissant volontaire du bruit comme par
exemple les jeux Olympiques d’été. Des résultats meilleurs
pourraient sans doute étre obtenus apres filtrage de la base
d’apprentissage et de la base de tests.

5.1 Test de I’arbre de régression

Nous avons procédé a un test sur I’ensemble des durées de
2005. 1l est possible qu’un individu présenté a I’arbre de
décision n’aboutisse pas a une feuille. Dans ce cas 13, I’in-
dividu est considéré comme inconnu et lui sont affectés la
durée moyenne, minimale et maximale du dernier noeud
gu’il a franchi. Nous considérons comme erreur unique-
ment les individus dont la durée réelle n’est pas comprise
entre les durées minimales et maximales prédites.

De plus, il est souhaitable que les durées soient encadrées
le plus finement possible, ce qui peut étre obtenu en don-
nant des valeurs optimales aux paramétres p et .
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Figure 3 — Impact du paramétre p sur le taux d’erreurs de
prédiction pour des arbres entrainés avec différentes va-
leurs de \.

Taux d'erreurs sur 200( (en %)
©

50 100 150 200 250 300 350
Valeurs de lambda

Figure 4 — Impact du paramétre A sur le taux d’erreur avec
p = 200.



Les figures 3 et 4 confirment que pour baisser le taux d’er-
reurs de prédiction sur 2005, il faut accepter d’encadrer ces
durées moins finement. Avec p = A = 300, il est possible
d’obtenir 90,5% de bonnes prédictions avec des encadre-
ments des durées d’envergure 200 secondes en moyenne.

5.2 Expressivité du modele de Markov

En utilisant un arbre de régression avec les paramétres
p = X = 300 pour I’entrainement du modéle semi-
Markovien contextuel, nous I’avons mis a I’épreuve sur
le mois de Mars 2005. L’année 2005 est en effet une
mauvaise année pour tester un modeéle statistique car elle
a connu plein d’événements (mort du pape, référendum
pour la constitution) qui ont bouleversé particulierement
les chaines nationnales, dont fait partie France 2. Il était
nécessaire de tester le modele sans tenir compte de la
prédiction des durées. Nous avons pour cela présenté une
a une les émissions du mois de Mars en mettant a jour
le contexte avec la durée réelle de I’émission. 83% des
journées sont observables par le modéle. Les journées qui
ont été comptées comme des erreurs contenaient toujours
une émission déplacée dans la journée ou un communiqué
de la chaine (seuls les événements exceptionnels ont été
retirés de la base de tests). A chaque transition se fait d’un
état vers au plus 6 états contre 38 états au plus avec un
modéle non contextuel.

6 Conlusion

Nous avons présenté dans cet article un moyen de prédire
des séries temporelles irréguliéres dans le but de pouvoir
prédire des grilles de programmes de chaines de télévision.
Nous avons souligné la difficulté de la tAche qui nécessite
non seulement la prédiction des valeurs, mais aussi des
dates.

Les résultats obtenus avec des méthodes statistiques et des
méthodes de régression symbolique simples sont fortement
encourageant méme si tout apprentissage a ses limites.
Nous poursuivons nos travaux en essayant de prendre en
compte cette fois-ci les grilles prévisionnelles. Nous es-
sayons de ramener notre probléme a une prédiction de
séries temporelles irrégulieres compte tenu d’une série
temporelle tuteur qui est une observation partielle et
imprécise de celle-ci.
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