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Résumé

Pour assister la découverte de connaissances a partir de
données, de nombreuses techniques de calcul de motifs ont
été proposées. L'un des verrous a leurs disséminations est
que nombre des motifs extraits apparaissent triviaux et/ou
inintéressants au regard de la connaissance du domaine
et des experts. Les méthodes de fouille de données sous
contraintes usuelles ne permettent qu’une prise en compte
limitée de ces connaissances et de 'intérét dit subjectif.
Pourtant, il existe souvent des modeéles mathématiques qui
capturent une partie importante de la connaissance ex-
perte. Nous proposons ici d’exploiter de tels modeles pour
dériver des contraintes utilisables au cours des processus
de fouille et ainsi améliorer la pertinence des motifs calcu-
lés tout en gagnant en performances. L’approche est géné-
rique mais nous 1’étudions empiriquement dans le cas de
modeles de I’aléa érosion pour améliorer la pertinence de
motifs ensemblistes dans des données réelles.

Mots Clef

Fouille de données, découverte de motifs, connaissance du
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Abstract

To support knowledge discovery from data, many pattern
mining techniques have been proposed. One of the bot-
tlenecks for their dissemination is the number of compu-
ted patterns that appear to be either trivial or uninteres-
ting with respect to available knowledge. Constraint-based
data mining techniques support a limited use of domain
knowledge and thus lack to assess pattern relevancy and
their subjective interestingness. It turns out that we often
have at hand mathematical models that capture part of the
domain and expert knowledge. We propose here to exploit
such models to derive constraints that can be use during
the data mining phase to improve both pattern relevancy
and computational efficiency. Even though the approach is
generic, it is illustrated on set pattern discovery from real

data for studying the erosion alea.
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1 Introduction

Les experts de domaines scientifiques variés (e.g., des
géologues, des physiciens ou des épidémiologistes) ex-
priment souvent une partie de leurs connaissances sur cer-
tains phénomenes au moyen de modeles mathématiques.
Par exemple, les experts en érosion des sols ont développé
des modeles permettant d’estimer le risque d’érosion en
fonction d’un ensemble de parametres environnementaux
[12, 4]. De mé&me les épidémiologistes estiment le nombre
de personnes potentiellement infectées par une maladie [6].
Ces modeles experts présentent I’avantage de synthétiser
une partie de la connaissance du domaine dans un contexte
donné. Cependant, ce sont fondamentalement des simplifi-
cations du réel et, du fait des progres dans les capteurs et
la collecte de données scientifiques, nous disposons sou-
vent des valeurs de nombreux parameétres qui ne sont pas
pris en compte dans les modeles disponibles, sans que 1’on
sache d’ailleurs s’ils devraient I’étre | Dans ces contextes
d’explosion des masses de données disponibles, on peut
vouloir utiliser les méthodes de fouille de données sous
contraintes pour découvrir des motifs qui permettront en-
suite d’assister la découverte de connaissances sur les phé-
nomenes étudiés. On utilise différents domaines de motifs
comme, e.g., les ensembles ("itemsets") et regles d’asso-
ciation dans des données booléennes, les motifs séquen-
tiels ou les regles d’épisodes dans des (collections de) sé-
quences, ou encore des sous-graphes dans des (collections
de) graphes. La fouille sous contraintes a été étudiée pour
a la fois permettre 1’expression de 1’intérét objectif des
motifs (en imposant, e.g., une fréquence minimale [1]) ou
I'intérét subjectif, qu’il s’agisse de celui de motifs (e.g.,
[13, 15]) ou de collections de motifs (e.g., [16]). Ainsi, la



notion subjective d’étonnement peut se spécifier en carac-
térisant tout de ce qui est attendu ou connu [14, 9]. De
fait, la fouille sous contraintes permet non seulement de
mieux gérer la pertinence des motifs calculés mais encore,
le plus souvent, d’exploiter les propriétés des contraintes
(e.g., des propriétés de montonicité) pour réaliser des ex-
tractions completes et efficaces.

Travailler a I’intégration de la connaissance des experts
dans les processus de fouille n’est pas nouveau [2, 3, 7, 5].
Cette connaissance est souvent exprimée sous la forme de
régles/contraintes expertes (e.g., de la forme si ... alors
...) définies manuellement. Ce type d’explicitation est dif-
ficile a obtenir et ne représente que tres partiellement la
connaissance du domaine : en pratique, elle reste limitée
a quelques regles basiques. Tres tot, des algorithmes de
fouille ont exploité des taxinomies ou hiérarchies expli-
citées sur, e.g., les attributs, pour fournir des motifs plus
pertinents. Notons également les possibilités offertes par
des modeles graphiques comme les réseaux bayésiens : des
experts peuvent expliciter certaines dépendances connues
entre les variables de sorte que ’on puisse les exploiter
comme source de connaissance du domaine [8].

En constatant que dans de nombreux contextes de science
des données, les experts ont souvent capitalisé une partie de
leur connaissance dans des modeles mathématiques, 1’ori-
ginalité de notre approche consiste a exploiter de tels mo-
deles pour dériver de nouvelles contraintes qui vont pou-
voir étre intégrées aux calculs des motifs sous contraintes
et ainsi améliorer la pertinence des extractions. Plus préci-
sément, nous ciblons un domaine de motif de type "item-
sets" et nous nous intéressons aux nombreux modeles ma-
thématiques qui prennent la forme de fonctions a plusieurs
variables. Dans la Section 2, nous présentons des exemples
de modeles linéaires, polynomiaux, mais aussi des modeles
non linéaires qui peuvent étre utilisés pour améliorer la per-
tinence des motifs calculés. Nous mettons en évidence cer-
taines propriétés des modeles et du domaine de motif des
itemsets qui vont permettre des élagages stirs dans I’espace
de recherche des motifs et donc améliorer également 1’ effi-
cacité des calculs.

Dans cet article, nous prendrons pour exemple les mo-
deles développés par les experts en érosion des sols. Dans
ce contexte, notre approche se focalise sur I’extraction de
motifs susceptibles d’étre 1iés a une érosion forte tout en
permettant d’étudier 1’influence d’autres parametres en-
vironnementaux (traduisant, e.g;, I'impact anthropique).
Les contraintes exprimées a partir de ces modeles permet-
tront donc de compléter la connaissance des experts ou, au
contraire, de mettre en avant des relations ou corrélations
contradictoires.

La Section 2 présente le cas d’étude de 1’érosion. La Sec-
tion 3 introduit notre cadre théorique et, la Section 4 pré-
sente notre contribution sur la définition de contraintes a
partir de modeles experts. La Section 5 décrit des résultats
expérimentaux sur des jeux de données réelles. La Section
6 conclut et donne quelques perspectives.

2 Le cas d’étude de I’érosion des sols

L’érosion des sols a un tres fort impact sur I’Homme dans
de nombreuses régions du monde. Les géologues et les
géographes ont développé des modeles mathématiques vi-
sant a estimer le risque d’érosion d’un sol. Deux grandes
classes de modeles peuvent étre distinguées : les modeles
empiriques et les modeles physiques.

Les modeles empiriques sont construits a partir de connais-
sance experte et d’expérimentations. Le modele USLE !
[17] et le modele proposé dans [4] en sont des exemples
typiques (le premier est un modele polynomial et le se-
cond est linéaire). Les modeles physiques sont des mo-
deles quantitatifs fondés sur des propriétés physiques et
calibrés a partir des données expérimentales. Par exemple,
les modeles WEPP (Water Erosion Prediction Project) [11]
et RMMF (Revised Morgan-Morgan Finney) [12] sont ba-
sés sur plusieurs modeles physiques qui sont non linéaires
et non polynomiaux. Le modele RMMF divise le proces-
sus d’érosion en deux phases : détachement par gouttes de
pluie (cf. exemple en figure 1) et détachement par ruissel-
lement. Chaque phase est liée a un sous-modele physique.
Les résultats des deux sous-modeles sont ensuite addition-
nés pour estimer la perte en sol annuelle.

Parametres D de valeurs

Indice de détachement du sol (en g/J) x défini en fonction du
type de sol

Précipitation annuelle (en mm) x g [0, 12 000]

Proportion de pluie interceptée
par la végétation x 4 [0, 1]

Pourcentage de couverture de la canopée xcc [0,1]

Intensité de la pluie (en mm/h) z 1 {10, 25, 30} en fonction du
climat de la zone d’étude

Hauteur de la végétation (en m) = p i [0,130]

F(zx,TRr,za,Tcc,T1,TpH) = T X [tr X x4 X (1 —zcC)
x(11.9 +8.7log 1) + (15.8 + xpy ©°) — 5.87] x 1073

FIGURE 1 — Modélisation du détachement par gouttes de
pluie dans RMMF

3 Définitions préliminaires
3.1 Les modeles des experts

Soit Dy = {x1,x2,...,2,} 'ensemble des variables du
modele expert. On note dom(z;), domaine de valeur de
x;, ensemble des valeurs possibles pour la variable z ;. Ces
variables peuvent étre numériques ou catégorielles. Soit
dompum (x;) le domaine de valeur "numérisé" de z;.
Si x; est numérique, dompum (x;) = dom(z;). Si x; est
nominale, domy,um(x;) = {numg,(v),v € dom(x;)},
oll numy; : dom(x;) — R une fonction définie par I’ex-
pert codant les variables nominales de x; en nombres. Par
exemple, 1’occupation du sol dans le modele RMMEF (va-
riable xx) est codé par des entiers représentant le type
d’occupation du sol (e.g., "sol nu").

Un modele mathématique expert est une fonction f :
dompym (1) X domupym (x2) X ... X dompym (z,) — R qui

1. Universal Soil Loss Equation



représente la connaissance d’un ou plusieurs experts pour
un phénomene.

Pour illustrer les concepts utilisés, nous considérons le mo-
dele "jouet" suivant :

f:[1,16] x [0,47] x [1,100] C R® — [0,5] C R
flx1, 2, 23) = \/T1 — cos(x2)/2 x log(xs)

3.2 L’extraction d’itemsets

Dans cette partie, nous allons faire le lien entre la définition
d’itemset ( [1]) et les modeles définis précédemment.

Soit Dp = {d1,da, ..., d, } les dimensions d’analyse pré-
sentes dans la base de données D (e.g., type de sol ou végé-
tation). Dp doit recouvrir une partie des variables du mo-
dele expert, soit Dp N Dy # (). Le domaine des valeurs de
d; dans D, est noté dom(d;/). La majeure partie des algo-
rithmes d’extraction de motifs ne traitant que des attributs
catégoriels, ces domaines de valeur sont généralement dis-
crétisés. Nous notons domqteq(d;/ ) le domaine de valeur
discrétisé de la dimension d;. Si le domaine de d;s est no-
minal ou numérique discret, domeateq(djr) = dom(d;).
Par exemple, le domaine de la dimension "précipitations"
x en Figure 1 est dom(xg) = [0,12000] et son domaine
discrétisé est domeqreq(tr) = {"xr € [0,2000]”," 2R €
[2001, 3200]”,”zr € [3201,12000]”}. Dans la suite de
I’article, afin de faciliter la compréhension des itemsets pris
en exemple, nous intégrons systématiquement la dimen-
sion/variable dans les items issues de variables du modele
(e.g., "xx = sol nu” alaplace de "sol nu").

Une relation d’ordre total, notée <, est définie pour
chaque dimension z; € Dp N Dy. Si4,i € domeqreqg(x;)
sont des valeurs nominales, i <., i’ ssi numg, (i) <
numyg, (i'). Si i,i" € domeqteq(x;) sont des valeurs nu-
mériques discretes, 1 <, i’ ssi 4 < ¢'. Enfin, si i,7’ €
domeateq () représentent des intervalles, i.e., i = "x; €
[infi, sup;|” et i’ = "x; € [infyr,supy]”, i <, i ssi
sup; < infy. Par exemple, "z € [0,2000]” <., "ZRr €
[2001, 3200]” car 2000 < 2001.

SoitZ = U d;€Dp domeateq(d;) I'ensemble des valeurs
de la base de données D. Une valeur i € 7 est appe-
lée un item. Le langage des motifs est £ = 2/ZN\{X €
21| Fii' € X,i £ i, Qi € domeatey(d)),d; €
Dp}. Un ensemble d’items X = {iy,i9,...,ix} € L,
k < n/, est appelé un itemset. La couverture d’un item-
set X par rapport a Dy, notée cover(X,Dy), est I'en-
semble des variables/dimensions des items de X apparte-
nant a Dy. La couverture de X par rapport a Dy est to-
tale ssi cover(X, Dy) = Dy. Par exemple, Z = {"zx =
sol nu”,”xr = [2001,3200)”,” mine”,” piste” } est un
itemset. Sa couverture par rapport aux variables du modele
REP précédent est cover(Z, RMMF) = {zk,TRr}.

Il est possible d’étendre la relation d’ordre <, a deux
itemsets X,Y € L. On obtient ainsi une relation
d’ordre partiel entre deux itemsets par rapport a une va-
riable/dimension x;. L’itemset X est inférieur a I'itemset
Y sur la variable z; € Dp N Dy (noté X <., Y), ssi
i =g, i"aveci € X,i' €Y, 4,7 € domeareg(2;). Ainsi,

” »

si X = {Pzx = sol nu”,”xr = [0,2000]”,”mine”
etY = {"zp = [2001,3200]”,”mine”,” piste”}, on a

Le probleme de fouille que nous traitons consiste a calculer
I’ensemble des motifs qui satisfont un prédicat de sélection
q dans les données. Cet ensemble, parfois appelé la théo-
rie de D par rapport & L et g, est noté Th(L, D, q). Nous
posons que Th(L,D,q) = {X € L | q(X,D) est vrai}.
Le prédicat de sélection est, en général, une conjonction
de contraintes primitives parmi lesquelles nous aurons sou-
vent une contrainte de fréquence minimale (i.e., sélection
des itemsets dont la fréquence d’apparition est supérieure
a un seuil fixé par I'utilisateur).

4 Des modéles aux contraintes

Une approche simple pour exploiter la représentation de la
connaissance du domaine est d’en dériver des contraintes
primitives a prendre en compte lors des extractions. Nous
proposons ici de définir des contraintes dérivées des condi-
tions des modeles a appliquer aux motifs plutdét que des
contraintes définies "a la main". Ces contraintes repré-
sentent bien plus que de simples regles "si ... alors ..." car
un seul modele expert peut condenser I’information sur un
nombre considérable de telles reégles. Rappelons que les
contraintes dérivables des modeles dont nous parlons dans
cette section seront utilisées conjointement avec celles qui
auront été spécifiées par les analystes lorsqu’ils définissent
I’intérét a priori des motifs.

Différents types de contraintes vont pouvroir étre dérivés
en fonction des données, des modeles utilisés, mais aussi
du probleme étudié. Dans le cadre de cet article, nous nous
focalisons plus particulierement sur une contrainte qui ap-
parait similaire & une contrainte de fréquence minimale
méme si ses propriétés sont tres différentes.

Tout comme la contrainte de fréquence minimale, nous
pouvons définir une contrainte filtrant les motifs dont la
valeur par le modele f est supérieure ou égale a un seuil.
En fonction de ce que modélise f, cette contrainte aura dif-
férentes sémantiques. Par exemple, si f estime la perte en
sol (en kg/ m? par an) comme c’est le cas dans le modele
RMMEF, cette contrainte permettra de ne conserver que les
motifs susceptibles de représenter une perte en sol supé-
rieure a une certaine quantité. En 1’absence de "vérité ter-
rain" (i.e., de mesures sur la perte en sol), cette contrainte
permettra de mettre en avant si de telles pertes risquent
d’étre fréquentes dans la zone d’étude et dans quelles situa-
tions (grace aux valeurs des autres parametres environne-
mentaux décrits par les motif extraits). Elle peut également
permettre d’identifier (si les motifs sont fréquents) a quels
autres facteurs, non couverts par le modele, ces pertes en
sols sont fréquemment liées dans les données. En présence
de "vérité terrain”, cette contrainte permettra de comparer
la prévision du modele des experts a la réalité des données
collectées. Les motifs confirmant le modele sont intéres-
sants car ils sont doublement validés par la vérité terrain
et la connaissance du domaine (i.e., le modele expert). De



plus, les items additionnels du motif peuvent venir complé-
ter les explications du modele. Les motifs contredisant le
modele des experts sont tout aussi intéressants car ils per-
mettent de mettre en avant certaines spécificités non prises
en compte dans les modeles experts utilisés, déterminant
donc des possibilités de révision.

Soit X € L un itemset, f un modele déja développé par
des experts et un seuil dans R, la forme générale de la
contrainte que nous voulons étudier sera définie comme :

q5>(X) = f(X) > seuil

4.1 Valeur d’un itemset X par un modele f

La contrainte précédente nécessite de pouvoir calculer la
valeur du motif par le modele, i.e., f(X). Par exemple,
en considérant f(x1,29,23) = /o1 — cos(z2)/2 X
log(x3) donnée en Section 3.1, si le motif X est {"x; €
[3,5]",7x2 = 3",7x3 = A”}, quelle est la valeur de
f(X)? Autrement dit, quelle est la prévision du modele
f pour les valeurs z € [3,5], 20 = 3,etazz3 = A?
Pour un itemset comme {"x,=1", "xo = 3", "x3=A",
"mine"}, il suffit de calculer f(numg,, ("z; =
17),numy,("ze = 37),numg,("zs = A7) =
f(1,3,10), en supposant que numy, ("zs = A”) = 10.
Ce cas est simple car toutes les variables du modele
sont exprimées dans le motif. De plus, elles sont as-
sociées a une unique valeur dans chacun des items. A
noter que l’item mine n’a pas besoin d’étre considéré
pour le calcul de f car il n’est pas pris en compte par
le modele. Cet item est néanmoins intéressant car il
apporte une information supplémentaire par rapport
a la connaissance du modele. Plus formellement, si
cover(X,Dy) = Dy et Vi € X, I'item ¢ représente
une valeur unique, alors f( X={i1,%2,...,%pn, ..., 1k}) =
flnumy, (i1), numy, (ia), ..., numy,, (i,)). Néanmoins,
dans un cas plus général, cette opération souleve deux
problemes.
Premierement, certaines variables du modele peuvent ne
pas étre présentes dans les données (Dy ¢ Dp). De
méme, d’autres peuvent étre absentes du motif car il n’im-
plique qu’un sous-ensemble des valeurs apparaissant dans
les données. Considérons I'itemset X'= {"z1=1", "z3=A",
"mine"}. Il ne couvre pas toutes les variables du modele
(2 n’est pas exprimée). Il est tout de méme possible de
borner f(X’) en considérant les valeurs de x5 pour les-
quelles f est maximale/minimale. Dans notre exemple, si
ro = 7 ou 3w, alors f(1,x9,10)=1.5. Cette valeur de f est
la plus grande valeur possible étant donné les valeurs de x5
et x3. A 1’opposé, si x9=0,27 ou 4m, alors f(1,22,10)=0.5.
Cette valeur de f est la plus petite valeur possible étant
donné les valeurs de x5 et 3. On en déduit que 0.5 <
f(X’) < 1.5, méme si x5 n’est pas dans X'. Plus for-
mellement, soit X = {i1,ia, ..., i } un itemset, un modele
fx1, .y, . Tp), et i) = numy, (4,),V1 € [1,n],4 € X.
PourVz; € Dy, x; ¢ cover(X,Dy),ona

min (f(z’l,,zg,z’n)) < f(X)

Vi; edom(xz;)

-/ -/ -/
f(X> < Vi;e%lfn}f(xj)(f(h’ ""Zga Zn))
Deuxiemement, les domaines de valeur du modele et ceux
des motifs sont différents. En effet, le modele mathéma-
tique s’appuie sur des valeurs numériques alors que les
motifs sont construits a partir de valeurs catégorielles (dis-
crétisées sinon). Il est courant d’avoir des motifs représen-
tant des mélanges d’intervalles, de valeurs numériques et
de valeurs nominales. Considérons par exemple 1’itemset
X" ={"z1 = 4,720 € [0,2n]","2z3 = A”}. 1l as-
socie un intervalle de valeurs a la variable x5. Cet item
"xo € (0,27 est issu d’un prétraitement des données
ayant discrétisé le domaine de valeur de x5 en différents in-
tervalles. Pour calculer f(X"), il est possible d’appliquer
une approche similaire a celle utilisée précédemment en
bornant f(X") par rapport & x5 € [0, 27]. En étudiant la
fonction cosinus sur [0, 27|, on sait que f(X") est maxi-
male lorsque x5 = = (dans ce cas, f(4,7,10) = 2.5) et
minimale lorsque x5 = 0 (dans ce cas, f(4,0,10) = 1.5).
Nous pouvons donc en déduire que 1.5 < f(X") < 2.5.
Cette formule peut donc étre généralisée a toutitemi; € X
représentant un intervalle [in f;, sup;] d’une variable z; du
modele f.
min (f(z’l,,z}z;)) < f(X)

Vil €linfj,sup;)

f(X) < max
Vil €linfj,5up;]

(f(@hs sty i)

On constate donc que la valeur d’un itemset X par f peut
étre un intervalle de valeurs. La définition de la contrainte
de seuil sur les prévisions du modele doit donc étre étendue
de la maniere suivante :

Soit f(X) = [infx, supx],
qr>(X) = f(X) > seuil = infx > seutl

Il est important d’étudier certaines propriétés des prédi-
cats et contraintes afin de les exploiter pour optimiser les
calculs de motifs. C’est ’'une des conditions nécessaire
pour la définition d’algorithmes de fouille de données sous
contraintes corrects et complets. Par exemple, la mesure de
fréquence a la propriété d’étre décroissante, i.e. si un item-
set est non fréquent alors tous ses sur-ensembles sont aussi
non fréquents. Cette propriété de fréquence minimale, dite
d’"anti-monotonie" a été largement exploitée par de nom-
breux algorithmes d’extraction de motifs fréquents. Nous
présentons maintenant des propriétés des modeles pouvant
étre utilisées dans les algorithmes d’extraction pour égale-
ment contribuer a 1’élagage dans les espaces de recherche.

4.2 liens entre itemset et ses sur-ensembles

Soient deux motifs X,Y € L telque X C Y. Si X
et Y couvrent les mémes variables de f, alors ils au-
ront les mémes items pour ces variables, et par consé-
quent f(Y) = f(X). En fait, Y ne se différencie de X
que par des items non pris en compte dans le modele,
et n’influencent pas le calcul de f(Y'). Dans ce cas, si
F(X) < sewil, alors f(Y') < seuil. Par exemple, ’itemset



X" ={"z =47,729 € 0,277,723 = A"} ala méme
valeur par f que Y{' = {"z1 = 47,729 € [0, 27", x5 =
A "mine” Y et Yy = {"x1 = 47,729 € (0,277, x5 =
A”,”mine”,” piste” }. En effet, f(4,0,10) < f(X") <
f(4,7,10), tout comme f(Y{") et f(Y3'), car les variables
T1, To et x3 de f ont les mémes valeurs. Par conséquent, si
f(X") < seuil, alors f(Y{") et f(Y3') aussi.

Propriété 4.1. Soit X € L. Siqy>(X) est faux alorsVY €
L, X CY, cover(X,Dp) = cover(Y,Dr), ¢r>(Y) est
faux.

Le cas est plus complexe lorsque des variables de f ne sont
pas exprimées dans X mais le sont dans Y (seule autre
possibilité si on conserve I’hypothese X C Y). Prenons
I’exemple du motif X = {7z € (0,277,723 = A"} et
du sur-ensemble Y7 = {"x1 = 167,75 € [0, 27", x5 =
A”}. La variable z; est exprimée dans Y7 mais pas dans
X.0r0.5 = f(1,0,10) < f(X) < f(16,7,10) = 4.5,
car domym (1) = [1, 16]. Si le seuil minimum pour f est
2, f(X) < seuil, pourtant f(Y7) = [3.5,4.5] > seuil. Par
contre, si le seuil minimum est 5, on est sir que tous les
sur-ensembles de X vérifient f(X) < 5. En effet, tous ces
sur-ensembles ont leur valeur comprise entre 0.5 et 4.5 (car
ce sont les valeurs maximales et minimales de f pour tout
x1 € [1,16]). Or, étant donné que la borne supérieure de
f(X) est inférieure au seuil, il en sera de méme pour tous
les sur-ensembles de X .

Propriété 4.2. Soit X € Letinfx < f(X) < supx. Si
qr>(X) est faux et supx < seuil alorsVY € L, X CY,
qr>(Y) est faux.

4.3 Itemsets partageant la méme couverture

Les propriétés précédentes mettent en avant des liens entre
un itemset et ses sur-ensembles. Ces liens permettent de
borner la valeur par f des sur-ensembles d’un itemset.
L’étude détaillée de f permet d’exposer d’autres proprié-
tés entre les motifs. Toutefois, elle peut étre complexe de
part la nature des fonctions considérées (des fonctions a
plusieurs variables non nécessairement linéaires). Il est dif-
ficile d’étudier globalement la monotonie d’une fonction a
plusieurs variables. Notre solution consiste a analyser la
fonction par rapport a une variable a la fois (les autres
étant considérées comme des constantes). Cela revient a
étudier ses dérivées partielles pour identifier les intervalles
dans lesquels la fonction monotone par rapport a chaque
variable. Dans chacun de ces intervalles (pour chacune des
variables), il est possible de dériver des propriétés permet-
tant d’élaguer I’espace de recherche.

Prenons par exemple les itemsets X={"z;=4", "zo €
[w/2,7[", "z3=A"} et Y={ "01=4"," x5 € [0, /27, "x3
=A"}. On remarque que cover(X, D) = cover(Y, Dy).
Etant donné que f est strictement croissante par rapport a
a9 sur [0, 7] (i.e. OBTJ; > Osur [0, ]) et que X est plus grand
que Y parrapporta zs (i.e. Y <, X), alors f(YV) <f(X).
En effet, f(X) =[2,2.5[ et f(Y)=[1.5, 2[. Par conséquent,
si f(X) < seuil, alors f(Y') aussi (méme si X ¢ Y).

De méme, si on considéere le motif Y =

{7?:131 — 1?,’”'%2 6 [0’ 71./2[777773:3 — 1477}7 on peut
dire que f(Y") < f(X), car % > 0 sur dom(z) et

Y" <., X. Cette propriété peut étre formalisée ainsi :

Propriété 4.3. Soient X,Y € L deux itemsets tels que
cover(X,Dy) = cover(Y,Dy). Va; € cover(X,Dy) N
cover(Y, Dy), tel que ((% >0 A Y <, X) V

(aanj <0 AN X < Y)). Siqp>(X) est faux, alors

qr>(Y) est faux.

Notons que I'impact de cette propriété dépend beaucoup
de la discrétisation. En effet, il n’aurait pas été possible
de déduire cela si nous avions eu les itemsets X =
{Px1 =425 € [7, 2w, a3 =A"}etY = {2 =
4 Pxq € [0, [?,"x3 = A"}, car f est croissante par
rapport & 2 sur [0, 7] et décroissante sur [, 27]. Soit une
variable x; dont le domaine est découpé en intervalles dans
lesquels f est monotone. Plus le nombre d’items apparte-
nant & chacun de ces intervalles est important, plus cette
propriété sera effective.

4.4 Itemsets sous-contraintes du modele

Il est relativement simple d’intégrer dans les algorithmes
d’extraction de motifs des contraintes exhibant des proprié-
tés similaires a celles traditionnellement utilisées pour ex-
traire des itemsets (p.ex. la contrainte de fréquence). Les
modifications engendrées sont minimes car le test n’im-
plique pas d’acces aux données ou a toute autre ressource.
Elles impactent simplement la génération des motifs candi-
dats. L’intérét d’appliquer cette contrainte de seuil du mo-
dele pendant I’extraction permet de n’examiner que cer-
tains motifs et par conséquent d’améliorer la performance
de I’algorithme et la pertinence des solutions.

5 Expérimentations

Dans nos expérimentations, nous avons choisi d’intégrer
les contraintes dans 1’algorithme Close-By-One [10]. Nous
avons utilisé un jeu de données réelles extraits d’une image
satellitaire Spot de plus de 8 millions de pixels représentant
le Sud de la Calédonie. Nous avons exécuté 1’algorithme
sur une machine de 8Go de RAM et un processeur cadencé
a 3.20GHz. L’image a été transformée en base transaction-
nelle représentant les informations sur les pixels. Les attri-
buts sont les propriétés radiométriques des pixels (rouge,
verte, bleue et NDVI) discrétisées et les variables néces-
saires au modele Atherton [4] que I’on a utilisé pour ces
expérimentations (pente, nature et occupation du sol).

La figure 2 donne les performances en temps ainsi que
le nombre de solutions trouvées pour différents seuils de
fréquence en abscisses, et pour différentes contraintes de
modele. Nous avons répété 1’expérience sur une partie de
I’image originale (coin Nord Ouest), ne faisant qu’un mil-
lion de pixels. Conformément a nos attentes, 1’utilisation
des contraintes du modele réduit grandement (par plu-
sieurs ordres de grandeur) le nombre de solutions, et ac-
célere ainsi la fouille. Grace a la réduction du nombre



de solutions, nous avons pu plus facilement recueillir
le seul itemset présentant une érosion particulicrement
forte (f > 15) : {Geology=Serpentinites, LandCover=Sol
nu sur substrat volcano-sédimentaire, Slope=[61,100],
Red=(14.2,28.4], Green=[0.0,36.1], NDVI=(-0.071,0.115],
Blue=[0.0,24.5]}. Les variables radiométriques (qui ne
font pas partie du modele) précisent que nous sommes en
présence de faibles indices de Vert et de NDVI, traduisant
une absence de végétation, confirmant a son tour la perti-
nence du modele.
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FIGURE 2 — Temps d’exécution et nombre d’itemsets

6 Conclusion et perspectives

Cet article a mis en avant I’intérét d’exploiter les modeles
des experts dans le processus d’extraction des connais-
sances. En effet, ils représentent un condensé de la connais-
sance du domaine et sont donc bien plus riches que de
simples regles "si ... alors ...". Dans notre étude, nous
avons utilisé ces modeles comme contraintes lors de 1’ex-
traction de motifs. Ces contraintes permettent de mieux ci-
bler I’analyse, tout en améliorant les performances grace a
des propriétés des modeles. Nous obtenons ainsi des mo-
tifs plus pertinents, venant compléter ou contredire leur
connaissance des phénomenes étudiés.

Une perspective naturelle est de dériver des contraintes
combinant plusieurs modeles, chacun étant pondéré par
I’expert en fonction du contexte d’application. Une
autre perspective serait de comparer plus globalement la
connaissance induite par un ou plusieurs modeles avec la
connaissance extraite par fouille de données. Pour finir, il
serait aussi intéressant de combiner, faire une synthese, de
la connaissance de plusieurs modeles. Les modeles des ex-
perts deviendraient ainsi les données sur lesquelles serait
appliquée la fouille de données. Ce type d’approche pour-
rait, par exemple, permettre d’extraire des corrélations fré-
quemment exprimées par les modeles d’un domaine donné.
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